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基于星-地融合微型观测站信息增益的短期光伏功率预测

钱健如，周 全，文 铫，夏照越，帅智康
（湖南大学电气与信息工程学院，湖南省长沙市  410082）

摘要：受限于气象观测网络分布稀疏、数据分辨率低、通信链路不稳等因素，现有光伏功率预测方

法在快速气象扰动下信息不足、感知滞后，难以支撑高精度预测。为此，提出一种基于星-地融合微

型观测站信息增益的短期光伏功率预测方法。首先，基于互信息评估潜在布设点的边际贡献，优化

微型观测站空间配置。然后，构建融合小时级趋势与分钟级扰动的多时间尺度协同预测框架：趋势

上融合多源数值天气预报数据，结合 XGBoost 模型与物理模型生成小时级预测结果；扰动部分提

出基于多头注意力机制的特征感知增强时序卷积网络，对局部地区非平稳扰动进行建模，实现高频

补偿。算例验证表明，所提方法在典型季节下优于主流模型，在精度、响应性与稳定性等方面具有

优势，能有效提高短期光伏预测水平。
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0 引言

太阳能作为最丰富且具有巨大潜力的可再生清

洁能源，在推动中国能源结构调整以及实现碳达峰

碳中和目标具有重要意义［1-3］。随着大型分布式光

伏（distributed photovoltaic，DPV）场站的快速布局，

光伏出力的随机性和波动性对电网调度能力与运行

安全水平提出了更高的要求。近年来，尽管光伏功

率预测技术取得了显著进展［4-6］，但在实际应用中仍

面临 2 个瓶颈：

1）光伏功率输出对气象条件高度敏感，局部地

区的细微扰动往往会引发功率的剧烈波动［7］。然

而，当前主流预测方法所依赖的气象数据在时空分

辨率与更新频率方面仍存在局限，难以为局部扰动

特征建模提供足够支撑。

2）目前多数预测模型侧重单站或少量站点，缺

乏多站点之间的协同与信息交互，容易导致模型在

多变天气条件下出现预测偏差或感知滞后。

针对瓶颈 1，现有研究主要从多源异构气象数

据融合进行技术突破［8］，通过集成卫星遥感、全天空

图像、地面观测等多模态数据，在空间覆盖范围、更

新频率及云团尺度感知上取得显著优势。文献［9］
提出了一种基于 U-net与编码-解码结构的多源数据

融合预测框架，能够同时处理时序观测与卫星图像

数据，实现对时空特征的联合建模。进一步地，文献

［10］将二维卫星云图与三维气象模式要素进行融

合，通过时空条件扩散模型与多维特征融合模块实

现多模态集成。文献［11］从多模态多尺度特征出

发，将不同时间分辨率的地基云图与功率序列结合，

设计融合自注意与交叉注意机制的深度融合方法，

进一步增强了分钟级光伏预测的鲁棒性与精度。

为突破单一站点信息维度受限所带来的局部预

测瓶颈，当前研究正逐步从单站或少量站点的预测

模式转向多站点协同建模［12-14］的路径。针对瓶颈 2，
文献［15］通过构建动态时空图神经网络，结合模态

分解与图卷积机制，有效建模多站点间复杂的时空

依赖关系。文献［16］提出一种融合气象耦合特征并

改进极端梯度提升树（eXtreme gradient boosting，
XGBoost）的用户侧 DPV 短期功率预测方法，通过

信息熵筛选气象变量并结合改进算法实现多源特征

融合，从而有效提升了预测精度和模型稳定性。文

献［17］则构建了物理模型与数据驱动模型融合框

架，基于场景相关性自适应选取协同站点，显著提升

了小时级区域预测的精度与鲁棒性。尽管上述研究

在多站协同方面取得了积极进展，但在实际应用中

仍面临两个技术挑战：

1）现有观测网络受限于站点布局稀疏、观测视
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角单一，预测系统信息捕捉存在盲区，难以实现对气

象扰动的全面感知，导致信息利用受限；

2）多站协同预测依赖稳定高效的广域通信支

撑，而传统地面网络建设成本高、覆盖范围有限，难

以实现分布式观测站点的数据高频回传，制约了协

同感知广度与信息交互效率。

近些年，随着卫星互联网［18-19］的出现和发展，其

广覆盖、低时延、高带宽、低成本的优势［20］，为光伏

功率预测提供了新的思路。卫星互联网的赋能，不

仅使得在传统通信网络难以覆盖的区域实现可靠通

信成为可能，也为多站协同建模与高频数据获取提

供了支撑。本文从星 -地融合网络赋能光伏预测出

发，提出一种基于星-地融合微型观测站信息增益的

短期光伏功率预测方法。本文主要贡献如下：

1）提出一种基于星-地融合的“感知-通信-预测”

一体化光伏功率预测框架，通过部署融合光伏组件、

环境传感器与卫星通信模组的微型观测终端，实现

广覆盖、高频数据回传的感知体系。

2）提出面向微型观测站部署策略的时空信息增

益模型，基于站点间的时空互相关性［21］构建站点价

值评估指标体系，结合互信息（mutual information，
MI）理论评估各潜在部署位置对预测精度的提升贡

献，为确定微型观测站的关键布局点位与合理密度

分布提供理论支撑。

3）构建面向 DPV 的多时间尺度融合预测方法，

分别针对小时级趋势演化与分钟级高频扰动，设计

不同建模机制，实现趋势引导下的波动预测协同，显

著提升模型对突发性气象扰动的响应精度。

1 基于星 -地融合微型观测站信息增益的短

期光伏功率预测架构

现有的光伏功率预测方法通常根据时间尺度划

分为超短期预测（0~4 h）、短期预测（0~72 h）和中

长期预测（1 个月~1 年）。本文所提方法以分钟级

分辨率对 24 h 内功率变化进行建模，属于典型的短

期预测范畴。

当前，光伏功率预测在很大程度上依赖数值天

气预报（numerical weather prediction，NWP）数据以

及有限的地面气象观测站点。然而，在面对局部地

区的云团扰动和快速变化的气象条件时，传统光伏

预测场域普遍存在观测范围受限、响应速度滞后、信

息更新不及时等问题，难以满足超短期时间尺度下

高精度的功率预测需求。

针对上述问题，本文提出一种基于星-地融合微

型观测站信息增益的短期光伏功率预测方法，构建

由趋势预测与波动预测组成的两阶段预测框架。本

方法提出利用星 -地融合网络实现微型观测站与数

据中心的高频通信，如图 1 所示。所布设的微型观

测站将为地面通信盲区内的光伏站点提供边缘气象

信息补偿，从而显著提升复杂气象条件下的感知能

力与预测精度。

本文构建的预测系统包含两个并行单元，见图

2。趋势预测单元以小时级分辨率生成未来 24 h 的

功率输出结果，为系统提供结构性先验信息；波动预

测单元则以 15 min 级分辨率感知快速扰动，增强模

型对局地气象变化的响应能力。两部分预测结果的

融合，可实现对复杂气象条件下 DPV 的多尺度、高

精度协同预测。
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图 2　所提方法的技术流程
Fig. 2　Technical process of proposed method

卫星互联网

大型光伏场站A大型光
微型观测站

目标预测场站
大型光伏场站B测场站

数据落地链路。

微观测站数据上星链路; 大型光伏场站数据上星链路;

图 1　所提方法的场景示意图
Fig. 1　Schematic diagram of scenarios for 

proposed method
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趋势预测单元采用物理建模方法，以多源 NWP
数 据 构 建 的 高 维 气 象 特 征 张 量 为 输 入 ，通 过

XGBoost回归模型实现多源气象数据的融合与特征

降维，生成统一的辐照度预测结果，并输入基于实际

站点参数构建的光伏系统物理模型，建立气象要素

与光伏功率之间的非线性映射关系，最终输出未来

24 h 的小时级功率预测结果，作为波动预测单元的

参考基线。

波动预测单元以数据驱动为牵引，以本文提出

的基于多头注意力机制的特征感知增强时序卷积网

络 （multi-head attention-based feature-aware 
temporal convolutional network，MAF-TCN）为 基

础，实现历史多源观测数据到未来分钟级光伏功率

预测结果的映射。多源观测数据包括气象数据和场

站运行数据等时序数据，涵盖目标预测站点、预测场

域内邻近的大型 DPV 场站以及微型观测站。微型观

测站的布设由 MI 计算得到的时空信息增益量化进

行评估，为模型提供高价值的局部扰动信息支撑。

2 基于 MI 评估的微型观测站时空信息增益

建模

2. 1　数据结构与建模对象定义

本研究涉及 3 类建模对象，定义如下：

1）目标预测站点记为 G o，指待预测的光伏功率

站点集合，其位置已知，有部分历史功率输出数据。

2）大型 DPV 场站记为 GL，表示光伏预测场域

中有持续观测记录的已建成 DPV 场站集合，其数据

稳定，空间分布明确，为主要数据源。

3）微型观测站记为 GM，部署灵活、布设密度高，

具备卫星互联网通信能力，为本文所提的新型感知

节点集合。其中，微型观测站作为区域共享的低成

本观测节点，其部署目标并非针对单一预测站点，而

是构建面向多目标协同预测任务的时空感知网络，

在区域尺度内可灵活复用，提高整体系统效率。

各级观测站点均采集单位时间间隔内的光伏输

出功率数据，一般采集间隔时间为 15 min，构成如下

时序数据集：

■

■

■

||||

||||

D o = { Po ( t ) |o ∈ G o，t ∈ T }
DL = { Pm ( t ) |m ∈ GL，t ∈ T }
DM = { Pn ( t ) |n ∈ GM，t ∈ T }

（1）

式中：D o、DL、DM 和 P o ( t )、Pm ( t )、Pn ( t )分别为目标

预测站点、大型 DPV 场站、微型观测站的时序数据

集和 t时刻下的光伏输出功率；T 为统一的观测时间

序列。

2. 2　光伏预测场域功率分布建模

为充分刻画光伏预测场域中现有 DPV 场站的

功率空间分布特征，本节对各站点的历史功率数据

进行预处理，获取统一标准下的空间功率分布，为后

续时空信息增益建模奠定基础。

2. 2. 1　功率归一化处理

由于不同 DPV 场站在装机容量、组件倾角、地

理位置等方面存在差异，需对其原始功率数据进行

标准化，以提高数据的可比性与模型的适应性。本

步骤采用 min-max 归一化方法，以消除装机规模和

地域差异，实现跨站点功率变化的可比性，并保持各

变量在［0，1］区间内的物理一致性，即

P' = P - Pmin

Pmax - Pmin
（2）

式中：P 为历史功率序列；Pmin、Pmax 分别为历史功率

序列的最小值与最大值；“ '”表示标准化后对应的变

量，下同。

得到新的时序数据集为：

■

■

■

||||

||||

D 'o = { P 'o ( t ) |o ∈ G o，t ∈ T }
D 'L = { P 'm ( t ) |m ∈ GL，t ∈ T }
D 'M = { P 'n ( t ) |n ∈ GM，t ∈ T }

（3）

2. 2. 2　区域栅格化与功率映射

标准化处理完成后，依据场站的地理坐标对目

标区域进行空间网格化划分，如附录 A 图 A1 所示。

设研究区域边界为 [ xmin，xmax ]×[ ymin，ymax ]，划分为

R × C 个等间距网格单元。每个网格代表一块固定

的空间区域，其功率值由落入该网格内的大型 DPV
场站的归一化功率序列求平均获得：

Prc ( t )= 1
||Grc
∑
i ∈ Grc

P ′i ( t ) （4）

式中：Grc 为地理位置属于第 r 行第 c 列网格内的

DPV 场站的集合；|Grc |为该网格内场站的数量；

P ′i ( t )为 t时刻落入该网格内的场站 i的历史功率；若

某网格内无站点数据，则视为缺失值。

针对部分大型 DPV 电站地理范围跨越多个空

间网格的情形，本文在网格化处理时将其功率时序

特征复制至其所覆盖的所有网格，以保持建模的一

致性与简洁性。

2. 2. 3　网格缺失值填补

为获得完整的功率分布图像，采用 Delaunay 三

角剖分插值法对网格缺失区域进行补全［22］。构建

空间上相邻有效点的三角剖分结构后，进行插值估

算，可保证整体功率分布的平滑性与连续性，避免因

数据缺失导致的局部预测失真。设某一无观测数据

的目标网格，其邻近区域中与其欧氏距离最小且不
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共线的 3 个已知观测网格的坐标分别为 ( r1，c1 )、
( r2，c2 )、( r3，c3 )，对应的功率值为 Pr1 c1、Pr2 c2、Pr3 c3，任意

插值点 ( rt，ct )的功率值可表示为：

Prt ct
= λ1 Pr1 c1 + λ2 Pr2 c2 + λ3 Pr3 c3 （5）

式中：λ1、λ2、λ3 为点 ( rt，ct )相对于三角形 3 个顶点的

重心坐标系数，满足 λ1 + λ2 + λ3 = 1，且均非负。

在本文研究场景中，光伏功率的空间分布常表

现出明显的非均匀性，尤其在云层边缘或复杂地形

区域，相邻测点之间的功率差异较大。为减小此类

不连续对插值结果的影响，可在实际数据预处理中

引入平滑约束，对局部异常进行适度抑制，以提升空

间插值的稳定性。最后，得到 t 时刻下的光伏预测

场域的空间功率分布矩阵 P为：

P= ( Prc )R × C （6）
式中：Prc 为 t 时刻光伏预测场域中第 r 行第 c 列网格

内归一化功率值。

2. 3　基于信息熵的站点时空信息增益建模

区域栅格化以及数据预处理后，可以得到观测

时间下的目标预测站点的功率序列 p�o 以及第 r 行第

c 列网格中所包含的现有大型 DPV 场站（简称候选

站点）的平均功率序列 p�rc 如式（7）所示，假设两个序

列长度相等但在时间上存在对齐偏差。

■
■
■

||
||

p�o = { po，1，po，2，…，po，T }
p�rc = { prc，1，prc，2，…，prc，T }

（7）

为有效识别网格中所包含的现有场站的光伏功

率数据与目标预测场站功率数据之间的时空相关信

息［23］，本文引入基于信息论的相似性度量方法。保

持 功 率 序 列 p�rc 不 变 ，将 功 率 序 列 p�o 在 区 间 d ∈       
[-T，T ]范围内进行平移，通过计算相似性度量寻

找最优对齐位置。其中，平移后的序列 p�o 记作 p�od，

定义如下：

p�od =
■

■

■

|
||
|

|
||
|

{ ■■■---- ----0，…，0
|d|

，po，1，po，2，…，po，T - d }              d ≥ 0

{ po，1 - d，po，2 - d，…，po，T，■■■---- ----0，…，0
|d|

}        d < 0

（8）
在完成区域功率数据标准化与滑动处理后，针

对目标预测站点功率序列 p�od 和候选站点功率序列

p�rc，计算两序列之间的 MI（IMI）为：

IMI ( p�od，p�rc )=∑
p�od

∑
p�rc

p ( p�od，p�rc ) log ( )p ( p�od，p�rc )
p ( p�od ) p ( p�rc )

（9）
式 中 ：p ( p�od，p�rc ) 为 p�od 和 p�rc 的 联 合 概 率 分 布 ；

p ( p�od )、p ( p�rc )分别为 p�od 和 p�rc 的边缘概率分布。

为消除不同序列熵值差异带来的影响，采用归

一化互信息（normalized mutual information，NMI）
INMI 作为最终评价指标，定义第 r 行第 c 列网格的功

率 序 列 与 目 标 预 测 站 点 Go 的 功 率 序 列 之 间 的

NMI为：

INMI ( p�od，p�rc )= IMI ( p�od，p�rc )

H ( p�od ) H ( p�rc )
（10）

式中：H (⋅)为香农熵，定义为

H ( p� )= -∑
p�

p ( p� ) log p ( p� )         p�∈ { p�od，p�rc } （11）

NMI 值介于［0，1］之间，值越大表明两个站点

间信息共享程度越高，越适合作为布设对象。本文

以 NMI 值构建时空信息增益矩阵，并作为微型观测

站点位选择的依据。

INMI = ( INMI，rc )R × C （12）
式中：INMI，rc 为第 r行第 c列网格的时空信息增益。

基于前述时空信息增益矩阵 INMI，从光伏预测

场域中筛选对目标预测站点功率预测时空信息增益

最大的点位集合 GS，进行微型观测站布设，进而增

强整个网络对区域内局地扰动的感知能力。

GS ⊆ GM （13）
需要说明的是，卫星互联网的广覆盖特性保证

了光伏预测场域内可布设点位的候选集合 GM 的完

整性，而时空信息增益模型则在此基础上确定更具

信息价值的子集 GS，从而兼顾微型观测站的覆盖范

围与布设效率。

3 融合微型观测站信息增益与模型 -数据联

合驱动的 DPV 多时间尺度预测

3. 1　基于 DPV 物理模型的长时间尺度趋势预测

基于 DPV 物理模型的长时间尺度光伏趋势预

测方法，以目标预测站点的多源 NWP 数据作为输

入，通过 XGBoost 模型提取数据源之间的时序关联

特征，获取预测站点的有效辐照度，进而通过逆变器

级的光伏系统模型实现由辐照度向功率的转换，输

出未来 24 h 的光伏出力趋势。

3. 1. 1　基于 XGBoost 模型的多源 NWP 数据融合

方法

由于 NWP 数据来源多样，不同数据源在时间

分辨率、空间精度、预测时效和变量项设置等方面存

在差异，直接使用单一来源的数据难以兼顾准确性

与稳定性。例如，常用的 NWP 数据包括高分辨率

快速更新（HRRR）、全球预报系统（GFS）、国家数字

预报数据库（NDFD）、快速更新系统（RAP）以及北

美中尺度模式（NAM）等。这些数据源由不同机构
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基于各自的大气数值模型生成，其在关键气象要素

（如辐照度、气温、风速、相对湿度、云量等）的模拟精

度和稳定性方面存在差异，可能影响趋势预测的整

体表现。

本文采用基于 XGBoost 模型的多源 NWP 数据

融合方法［24］，原理见附录 B。XGBoost 模型作为高

效的数据融合模块，以多个 NWP 数据源的时间序

列为输入，不仅对其辐照度信息进行建模，还融合温

度、风速、湿度、云量等关键气象要素，构建多源多变

量的高维特征集。模型通过自动加权与非线性拟合

机制挖掘不同特征间的耦合关系，从而预测目标站

点未来时刻的有效辐照度，实现由“多源预报”向“统

一融合预报”的高质量转换，为后续物理建模提供稳

健可靠的输入支撑。

3. 1. 2　基于系统参数的光伏物理建模与功率估算

由于光伏出力受组件类型、安装参数（倾角、方

位角）、跟踪方式及逆变器性能等多因素耦合影响，

建立准确的物理转换模型对于趋势预测精度至关重

要。本节基于典型光伏系统的能量转换机制，构建

以系统参数为核心驱动的物理模型，完成辐照-功率

的定量映射过程，支撑长时间尺度的出力趋势模拟

与评估。

模型输入的气象要素包括平面外辐照度（plane 
of array，POA）直射分量与散射分量，由 NWP 数据

或现场测量数据获取。为增强模型的适应性，需对

原始辐照度进行光谱响应、灰尘遮挡及地表反射等

修正，得到有效辐照度 E eff。然后，基于单二极管模

型构建光伏组件的电气等效模型，其输出电流 I 由
以下公式描述：

I= Iph- Is
■

■

|
||
|
|
| ■

■

|
||
|exp ( )q (V+ IL R s )

nkT k
-1 - V+ IL R s

R sh
（14）

式中：Iph 为光生电流，具体表达式见式（15）；Is 为二

极管的反向饱和电流；V 为输出电压；R s 为串联电

阻；IL 为光伏电池输出的负载电流；R sh 为并联电阻；

q 为电子电荷；k 为玻尔兹曼常数；T k 为电池片绝对

温度；n 为理想因子（通常在 1~2 范围内）。

Iph =[ Isc + K I ( T c - T ref ) ] λ （15）
式中：Isc 为标准测试条件下的短路电流；K I 为温度

系数；T c 为电池工作温度；T ref 为参考温度；λ 为单位

面积辐照度。模型所需的组件参数（如开路电压

V oc、最大功率点电压 V mpp、串联数 N s、并联数 N p 等）

可由组件数据表获取或由实测数据拟合获得。

在得到模块输出后，进一步考虑串并联连接关

系及功率修正，得到直流侧输出功率 PDC 为：

PDC = V mpp Impp N s N p （16）
式中：Impp 为最大功率点的最佳输出电流。

最后，通过逆变器模型完成直流到交流功率的

转换。逆变器模型主要包括最大功率点跟踪效率、

输出电压/电流及额定容量等关键参数，其交流侧输

出功率 PAC 为：

PAC = η inv PDC （17）
式中：η inv 为逆变器效率，通常为模块化表达的函数

或实测拟合模型。

3. 2　基于 MAF-TCN 的短时间尺度波动预测

为提升对局部地区气象扰动引起的光伏输出波

动的刻画能力，本节构建了针对短时间尺度波动特

征的预测模型，该方法以 5 min 为预测分辨率，着重

捕捉由局部地区云团演化、辐照度快速变化等因素

驱动的功率非平稳波动过程，作为小时级趋势预测

结果的高频补充。

3. 2. 1　数据预处理

模型输入由如下 3 类观测数据构成：

1）目标预测站点的历史观测数据

目标预测场站的历史观测数据包括场站内的气

象数据和场站运行数据，其中，气象数据包括太阳辐

照度、空气温/湿度、风速、风向、降水量等数据，场站

运行数据包括发电功率、设备状态等数据。算例中

主要可用的观测数据及其物理单位，涵盖输出能量、

逆变器功率、参考电池与日照获取的辐照度、环境温

度与组件温度等参数，为刻画光伏出力波动提供多

维度支撑。

2）邻近区域大型 DPV 场站历史数据

选取地理空间分布上邻近的多个已建设的大型

DPV 场站，提取其历史观测数据作为区域性天气扰

动的表征信号，辅助捕捉目标场站受宏观天气变化

影响的空间依赖特性，算例中实际用到的数据类型

与目标预测站点相同。

3）微型观测站历史数据

微型观测站的位置依据预设数量及前述的时空

信息增益优化结果确定。需要说明的是，由于当前

微型观测站尚未在研究区域内全面部署，本文在算

例分析中选取若干小容量并网 DPV 场站的数据，结

合其地理位置、气象条件及功率动态特征，近似模拟

微型观测站的观测行为。考虑到实际微型观测终端

的采样与回传频率通常低于主站，将这部分数据由

原始分辨率（5 min）降采样至 15 min，以模拟其观测

分辨率和局部扰动感知能力，用于模型训练与性能

评估。数据类型仅包括历史的参考电池所测辐照度

以及逆变器输出功率。

最终，波动预测模型的输入由上述 3 类观测数

据 构 成 ，形 成 多 源 异 构 、时 空 协 同 的 输 入 张 量

X ∈ RB × T′ × F，其中，B 为批大小（batch size），T′为时
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间窗口长度，F 为各站点的特征维度。

3. 2. 2　融合微型观测站信息的时序卷积网络功率

预测模型

时序卷积网络（TCN）由堆叠的因果卷积与膨

胀卷积构成［25］，原理见附录 C。面向融合微型观测

站信息的 TCN 功率预测模型的训练流程主要包括

以下步骤：

步骤 1：数据集构建与预处理。依据前文所述

输入张量构成，对数据依次进行缺失填补、异常剔

除、时序对齐、min-max 归一化与滑窗重排；夜间无

辐照时段按物理一致性置零处理。

步骤 2：输入张量构建与模型输入组织。以滑

动窗口方式将多站点、多特征的时间序列组织为三

维张量，该输入张量作为 TCN 模型的输入，用于捕

捉各空间位置扰动信息对目标站点的影响。

步骤 3：TCN 模型设计与训练。构建由多层因

果卷积层与膨胀卷积层堆叠而成的 TCN 结构，利用

不同层次的感受野提取长期时序依赖特征。采用残

差连接提升模型稳定性，并以目标预测点的实际功

率值作为监督信号，通过最小化均方误差损失函数

进行训练。

步骤 4：模型输出与映射重构。模型输出为目

标预测点的未来功率值序列，通过逆归一化还原为

真实单位（kW）。

3. 2. 3　融合微型观测站信息的 MAF-TCN 功率波

动预测模型设计

尽管 TCN 模型在捕捉数据间长时间依赖关系、

提升模型训练效率方面具有一定优势，但在面向多

源观测数据的光伏功率波动预测任务中仍存在以下

局限：

1）TCN 模型通常以统一结构处理所有输入特

征，缺乏对多源观测数据之间特征差异的辨识能力，

难以有效建模目标站点、邻近大型 DPV 场站及微型

观测站之间的信息关联。

2）TCN 对各类输入数据的赋权方式较为静态，

无法根据局部扰动强度和时空敏感性动态调整特征

重要性，易导致关键信息权重被稀释。

为克服上述问题 ，本文在 TCN 基础上提出

MAF-TCN，以提升模型对多源异构数据的表征能

力与对局部地区扰动的响应精度，实现对遮蔽强度

变化敏感点的动态感知与权重调节［26-27］。

基于 3.2.2 节所述 TCN 模型，已提取出多源时

序输入的初步特征表示，在此基础上，通过多尺度特

征融合策略对 3 类输入的时序特征进行分级建模。

首先，依据数据来源对原始输出进行特征分组，明确

各类观测源在扰动响应中的特征差异。然后，采用

多尺度采样策略构建多个并行子路径，分别使用不

同感受野配置的一维卷积核对每类特征进行局部与

全局特征提取，以增强模型的多尺度波动建模能力。

各尺度路径输出的时序特征在时间维度上进行插值

对齐，随后通过通道拼接等方式完成特征统合，形成

融合后的增强表示。

为提升模型对多源特征间动态依赖关系的建模

能力，本文在特征增强结构中引入多头注意力机制，

核心计算如下：

Attention (Q，K，V )= softmax ( )QK T

d k

V （18）

式中：Attention ( · ) 为注意力计算函数；Q、K、V ∈ 
R n × d′ 分别为查询、键和值矩阵，其中，n 为时间步或

序列长度，对应输入张量的时间维 T，d′为单个头的

特征向量维度，对应特征维 F 经 TCN 后的时序特征

维数；d k 为键向量维度。在多头注意力中，每个头

对输入特征张量通过独立的线性映射得到Q、K、V，

多个头部的输出通过拼接与线性变换融合，实现模

型对输入序列不同位置的关注程度建模，增强模型

捕捉局部强扰动特征的能力。

如图 3 所示，所提 MAF-TCN 模型以 TCN 作为

主干特征提取通道，保留其因果卷积结构以对时间

依赖关系进行建模，并在主干输出后引入多尺度特

征融合与多头注意力机制，分别实现对多源异构输

入的分层表达与关键特征的动态赋权。该结构显式

引入空间选择机制，突破了传统 TCN 模型对输入特

征“均权处理”的局限，能够显著增强模型在遮蔽扰

动复杂、观测点分布密集场景下的适应能力与局部

扰动响应能力。

3. 3　多时间尺度下 DPV 功率预测融合方法

为充分发挥长时间尺度趋势预测与短时间尺度

波动预测在 DPV 功率建模中的互补优势，本文设计

了一种面向多时间尺度 DPV 预测结果的融合策略，

旨在实现不同时间粒度预测结果的时序一致性与信

息融合建模。该策略以小时级预测结果为趋势基

准，以分钟级预测结果补充短时波动，构建一体化的

功率预测输出，如附录 A 图 A2 所示。

趋势预测模块基于 DPV 物理模型与 NWP 数

据，生成未来 24 h 的小时级功率预测序列，记为

P� h
24 = { P� h ( t1 )，P� h ( t2 )，⋯，P� h ( t24 ) }，时间粒度为 1 h；

波动预测模块则由本文提出的 MAF-TCN 模型实

现，以 5 min 为时间分辨率，输出未来 24 h 内的高频

预 测 序 列 ，记 为 P� m
288 = { P� m ( t1 )，P� m ( t2 )，⋯，               

P� m ( t288 ) }。
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考虑到融合本质上是对小时级趋势预测结果与

分钟级波动预测结果的联合优化，二者来源异质、粒

度不同，适合采用具有多尺度特征提取能力的网络

进行统一建模。为保持模型体系结构一致性，本文

在融合修正模块中沿用所提出的 MAF-TCN 架构，

通过时间对齐与序列组合，将小时级预测结果与对

应的分钟级预测段共同输入模型中以进行融合修

正 。 具 体 操 作 为 ：将 小 时 级 预 测 点（P� h ( t1 )，          
P� h ( t2 )，⋯，P� h ( t24 ) )与其所对应的 12 个连续的 5 min
预测点（P� m ( t ′1 )，P� m ( t ′2 )，⋯，P� m ( t ′12 )）组合形成输入

张量，即

X t =[ P� h ( t1 )，P� h ( t2 )，⋯，P� h ( t24 )，P� m ( t ′1 )，
P� m ( t ′2 )，⋯，P� m ( t ′12 ) ] （19）

本章沿用 3.2.3 节提出的 MAF-TCN 作为融合

模块，取代传统的直接相加融合或者加权求和融合

方式，将上述拼接张量作为 MAF-TCN 模型的输

入，通过设置不同尺度的池化操作对输入序列进行

下采样，从而获得长时间依赖与短时间扰动的多层

次表征。为避免单一尺度特征丢失局部细节，上采

样操作将不同池化路径的低分辨率特征恢复到统一

的时间分辨率，保证各路径输出能够在时间轴上对

应对齐。进一步采用插值方法，将小时级趋势预测

上采样后的序列与分钟级波动预测结果在时间维度

上逐点对齐，确保融合过程中的时序连续性。

在此基础上，引入多头注意力机制识别融合特

征中各通道的重要性权重，实现对预测结果的权重

调节。这种机制突破了传统手工设置静态权重的局

限，使模型能够在晴天等稳定场景中更多依赖趋势

预测，在云团快速掠过等扰动剧烈时段增强波动预

测的贡献。最终，得到融合模型的输出为：

P� f = F MAF
θ ( P� h ( t1 )，P� h ( t2 )，⋯，P� h ( t288 )，P� m ( t1 )，

P� m ( t2 )，⋯，P� m ( t288 ) ) （20）
式中：F MAF

θ (⋅)表示以 MAF-TCN 为核心的融合预测

函数；θ 为网络参数集。

最终得到一致性优化后的分钟级预测序列 P� f，

并可通过区间求平均等操作恢复相应的小时级结果

P� f
h，实现双时间尺度的输出融合。

4 算例分析

为了评估所提模型的有效性，本文使用美国北

卡罗来纳州的并网光伏电站的真实数据进行案例研

究，DPV 场站的规模从 0.4 MW 到 26.2 MW 不等，

如附录 A 图 A3 所示，目标预测站点定为 Lenoir 2。
该数据集覆盖 2020 年 1 月 1 日至 12 月 31 日期间的

完整日照周期，采样时间为每天 00：00—24：00（当

地时间），时间分辨率为 5 min，全年共包含超过

35 000 个样本点，包含归一化功率输出、全球水平辐

照度（global horizontal irradiance，GHI）、直接法向辐

照度（direct normal irradiance，DNI）、漫射水平辐照

度（diffuse horizontal irradiance，DHI）、温度与风速

等关键气象变量。数据集按时间划分为训练集、验

证集和测试集，其中，训练集占比 70%，验证集占比

15%，测试集占比 15%。为全面评估模型在不同季

节下的泛化能力，测试集特别选取了 2 月（冬季）与

7 月（夏季）两个典型时段。

本章所有仿真部分的试验基于 Python3.11 以及

Pytorch 框架实现，网络模型训练在 Intel Core i5-

13500 CPU 和 16 GB 内存上完成。为确保光伏功率

数据的完整性与准确性，本文对异常值予以剔除，并

采用线性插值填补缺失数据。原始数据时间分辨率

为 5 min。仿真中实际的模型均采用多步直接预测

策略，在每次推理中同时输出未来 24 h（96 步）功率

曲线，时间分辨率为 15 min。训练过程采用均方根

误差函数作为基本损失函数，优化器选用 Adam 算

法，初始学习率设置为 0.001，批大小为 64，并根据

验证集误差动态调整学习率，使用 Early Stopping 控

多源数据预处理目标预测站点
历史观测数据

邻近大型光伏
场站历史数据

微型观测站
历史观测数据

缺失值填补

时序对齐

数据归一化

TCN卷积层

权重归一化

ReLU函数

TCN卷积层
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随机失活

随机失活

输出层

输入层

残差模块

多
源
张
量
拼
接

训练集

测试集

验证集

待预测日波动预测序列

时序对齐

多尺度池化

特征融合

X

线性
映射

缩放点积注意力

多头自注意力

线性
映射

线性
映射

Q K V
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多
尺
度
特
征
增
强
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…
TCN残差模块n

上采样/插值

1×1
卷积

权重归一化

图 3　MAF-TCN 结构
Fig. 3　Architecture of MAF-TCN
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制过拟合。

4. 1　评价指标

为客观评估预测模型的性能，本文采用平均误

差 IMAE、均方根误差 IRMSE、决定系数 IR 作为预测精度

的评价指标，分别如式（21）—式（23）所示。

IMAE =
∑
k′ = 1

N

|o� k′ - ok′ |

N
（21）

IRMSE =
∑
k′ = 1

N

( o� k′ - ok′ )2

N
（22）

IR = 1 -
∑
k′ = 1

N

( ok′ - o� k′ )2

∑
k′ = 1

N

( ok′ - ō k′ )2
（23）

式中：N 为样本数目；下标 k′表示第 k′个样本；ok′ 为真

实值；o� k′ 为预测值；ō k′ 为真实值的平均值。

4. 2　消融实验

为验证所提模型结构中两项关键机制的有效

性——微型观测站数据的引入机制及注意力增强模

块，本文设计 3 组消融实验，比较不同配置下模型性

能差异，具体设置如下：

1）是否布设微型观测站：分别考虑完全不引入

微型观测站数据、随机布设 30 个微型观测站点以及

根据附录 A 图 A4 所示时空信息增益分布选择 30 个

最优布设点位；

2）模型结构差异：对比采用 MAF-TCN 与基础

TCN 两种模型结构，分析多尺度特征融合与多头注

意力机制在提升建模性能方面的作用与影响。

TCN 与所提 MAF-TCN 模型的具体参数见附

录 A 表 A1，其中，TCN 模块采用膨胀卷积结构，实

验结果见表 1。

从结果可以看出，当未布设微型观测站时，所提

模型在 IMAE、IRMSE、IR 这 3 项指标上均优于 TCN 模

型，平均误差下降约 11%，IRMSE减少近 15%，同时预

测拟合度提升超过 9%，说明多头注意力机制能够

有效增强模型对复杂时序特征的表征能力，提升对

局部波动的感知水平。在引入随机选取的 30 个微

型观测站后，预测精度进一步提升。相比于不布设

情形，IRMSE 的平均下降幅度为 8%~20%，IR 提升

2%~7%，表明微观测点的布设可为模型提供一定

的信息补充，改善输入数据的空间完整性。然而，由

于站点选取不具有针对性，信息覆盖存在冗余与盲

区，提升幅度有限。

进一步，当采用基于时空信息增益热力图的策

略对微型观测站进行优化布设后，模型性能实现了

显著提升。在观测站数量保持为 30 个的前提下，所

提模型的 IMAE 降至 0.049 9 p. u.，IRMSE 显著降低至

0.094 4 p. u.，相 较 随 机 布 设 时 的 误 差 水 平 降 低

10%~13%，IR提升至 0.871 9，整体拟合度提高超过

4%。与随机布设相比，该策略不仅在数值上取得更

优结果，也体现出更强的稳定性和泛化能力，说明高

信息增益区域的观测点能够提供更具代表性的扰动

特征，有效增强模型输入的空间感知质量。另外，仅

包含波动预测的模型在高频扰动下能够保持较好的

响应能力，其 IRMSE为 0.098 3 p.u.、IR为 0.861 2。相较

于所提模型在引入趋势预测后误差下降约 4%，差

异不大，分析原因可知：夏季光伏功率变化主要受短

期云层扰动影响、波动分量占主导，趋势预测单元仅

为模型提供整体功率变化的约束信息。

综上可得：1）信息增益驱动的微型观测站布设

策略能够最大化捕捉局部扰动特征，提升输入信息

的有效性与空间分布质量；2）多尺度特征融合下结

合多头注意力机制，进一步增强了模型对多源异构

数据的适应能力，在保持泛化性能的同时提升了整

体稳定性。

4. 3　微型观测站布设数量变化下预测效果对比

为进一步评估微型观测站布设数量与密度对预

测性能的影响，本文针对所构建的微型观测站时空

信息增益模型，分别设置布设数量为 0、10、20、30、
40 和 50 的 6 组仿真，结果如表 2 所示。

从表 2与附录 A 图 A5可以看出，在夏季场景中，

随着微型观测站布设数量的增加，模型预测性能呈

现先提升后下降的趋势。当观测站数量从 0 增加到

30时，IRMSE从 0.117 8 p.u.显著下降至 0.094 4 p.u.，误
差降低幅度超过 10%，IR提升至 0.871 9，说明适度的

微型观测补充有助于增强模型对区域扰动信息的捕

捉能力，从而有效提升整体预测精度。然而，当布设

表 1　以夏季为例的消融实验结果
Table 1　Ablation experiment results by taking 

summer as an example

是否布设

微型观测站

否

是

微型观测站

选择机制

/

随机选择

（30 个）

基于时空信

息增益选择

（30 个）

模型类别

所提模型

TCN
所提模型

TCN
所提模型

仅波动预测

TCN

IMAE/
p.u.

0.059 9
0.067 3
0.055 7
0.062 9
0.049 9
0.052 8
0.062 6

IRMSE/
p.u.

0.117 8
0.138 6
0.108 2
0.118 8
0.094 4
0.098 3
0.112 3

IR

0.818 9
0.749 4
0.835 3
0.801 5
0.871 9
0.861 2
0.818 8

注：每一组对比实验均选取了相同的 10 个大型 DPV 场站的历史

观测数据。
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数量进一步扩展至 40与 50时，性能出现一定回落，IR

分别下降至 0.867 6 与 0.833 3，推测可能由于观测点

过多带来信息冗余或低质量信号干扰，削弱了模型

对关键特征的辨别能力。

冬季场景下呈现出相似的变化趋势。当布设数

量 从 0 增 加 至 30 时 ，IRMSE 从 0.133 5 p. u. 降 低 至

0.123 9 p.u.，IR 从 0.750 1 提升至 0.784 2，分别改善

约 7.2% 和 4.5%，表明即使在气象扰动更加复杂、空

间关联性较弱的冬季，合理布设微型观测点仍然能

够显著提升模型表现。但在超过 30 个站点后，模型

性能波动加剧，IR再次跌回 0.747 6，进一步印证过量

信息可能引发模型误判和拟合不稳的问题。分析可

知，当微型观测站数量由 20~30 个增加至 40 个以上

时，模型的注意力分布由集中转为分散，部分冗余特

征导致“权重稀释”，削弱了模型对关键扰动信息的

聚焦能力，从而引发预测性能回落。

综上所述，微型观测站的布设数量对预测性能

具有显著影响。布设过少可能导致感知盲区，无法

完整捕捉区域内的重要扰动；而布设过多则可能引

入冗余信息、低信噪比干扰甚至误差积累，从而降低

模型稳定性。结合夏冬两季的实验结果表明，将微

型观测站布设数量控制在 20~30 个，可在提升预测

精度与保持模型稳健性之间取得较优平衡。

4. 4　与其他模型的对比

为验证所提 MAF-TCN 模型在多微型观测站

信息增益机制下的性能表现，本文以星-地融合网络

支撑下的多站协同光伏功率预测为应用场景，选取

4 种典型的时序预测模型进行对比分析，包括卷积

神经网络（CNN）、循环神经网络（RNN）、长短时记

忆（LSTM）网络以及 TCN。为突出多时间尺度融

合策略的有效性并确保对比一致性，上述对比模型

均采用与本文相同的输入输出设置，但不包含趋势

预测与多尺度融合机制。

CNN 模型由 4 层一维卷积组成，设置卷积核为

64，卷积核大小为 3，激活函数为 ReLU，层间加入随

机失活和批量归一化以防过拟合。 RNN 模型由      
3 层标准 RNN 单元组成，每层 64 个隐藏单元，激活

函数为 ReLU，层间加入随机失活后接入一层全连

接层输出预测序列。LSTM 模型由 3 层 LSTM 网络

组成，每层 64 个隐藏单元，激活函数为 ReLU，层间

加入随机失活后接入一层全连接层输出预测值。

TCN 模型和本文模型参数设置以及数据集的划分、

损失函数和优化器的选择、学习率的设置见 4.2 节。

最终的实验结果如表 3 和图 4 所示。

从表 3 实验结果可以看出，所提模型在夏季与

冬季两类典型气象场景下均实现了最优预测性

能。具体而言，夏季场景下，所提模型的 IRMSE 降至

0.094 4 p.u.，IR 提升至 0.871 9，相较于 TCN 模型，

IRMSE 降低了 14.3%，IR 提升了 5.6%，在高辐照波动

条件下表现出了更强的建模能力且在各项指标上均

优于 CNN、RNN 和 LSTM 模型，能更精准地捕捉数

据特征。冬季场景下，所提模型同样优于对比模型，

IRMSE 降至 0.123 9 p.u.，IR 达到 0.784 2，相较于 TCN
模型的 IRMSE 减少了 4.5%，在 IR 指标上较 TCN 模型

提升了 2.8%，在与其他模型的对比中也优势明显，

表 2　微型观测站布设数量变化下预测效果对比
Table 2　Comparison of forecasting performance 

under varying numbers of deployed micro 
observation stations

季节

夏季

冬季

微型观测站

布设数量

0
10
20
30
40
50
0

10
20
30
40
50

IMAE/
p.u.

0.059 9
0.060 9
0.054 3
0.049 9
0.051 2
0.057 0
0.068 2
0.071 2
0.064 2
0.058 8
0.060 7
0.066 2

IRMSE/
p.u.

0.117 8
0.111 7
0.104 2
0.094 4
0.096 0
0.113 0
0.133 5
0.136 7
0.125 5
0.123 9
0.127 0
0.134 1

IR

0.818 9
0.837 1
0.858 4
0.871 9
0.867 6
0.833 3
0.750 1
0.756 0
0.779 2
0.784 2
0.773 2
0.747 6

注：每一组对比实验均选取了相同的 10 个大型 DPV 场站的历史

观测数据，且微型观测站的布设选择均基于本文所提的时空信息

增益排序。

表 3　不同模型的预测效果对比
Table 3　Comparison of forecasting performance with 

various models

季节

夏季

冬季

模型

本文模型

TCN
CNN
RNN

LSTM
本文模型

TCN
CNN
RNN

LSTM

IMAE/p.u.
0.049 9
0.060 9
0.071 2
0.075 2
0.068 4
0.058 8
0.066 6
0.105 2
0.090 1
0.084 8

IRMSE/p.u.
0.094 4
0.110 1
0.127 5
0.135 0
0.123 4
0.123 9
0.129 8
0.191 9
0.175 9
0.163 4

IR

0.871 9
0.825 8
0.766 3
0.738 1
0.781 3
0.784 2
0.763 2
0.482 3
0.565 0
0.624 9

注：每一组对比实验均选取了 10 个相同的大型 DPV 场站以及基

于时空信息增益选取的 30 个相同的微型观测站的历史观测数

据。
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充分验证了其在弱光扰动条件下的鲁棒性。

图 4 进一步直观对比了不同模型在夏季与冬季

的预测曲线表现。可以看到，所提模型在两个季节

中与真实功率曲线拟合最为紧密，尤其在输出波峰

位置、上升沿与下降沿的变化趋势上表现出更高的

捕捉精度，预测时序与波动幅度均与实测数据保持

良好一致性。为直观地呈现各模型在不同气象场景

下的综合性能，附录 A 图 A6 对表 3 中的 3 类指标进

行统一可视化：IMAE 与 IRMSE 以柱状图表示，IR 以折线

图表示。结果显示，所提模型在夏季与冬季均实现

最低误差与最高拟合度，展现出良好的跨季节鲁棒

性与泛化能力。图 4 作为表 3 的可视化补充，进一步

验证了模型的整体优越性。

综上所述，所提模型在预测精度、误差控制与模

型稳定性方面展现出综合优势，具备更强的时空特

征提取能力与多源信息融合能力。相比于现有主流

时序预测模型，本文模型更适用于以微型观测站数

据为支撑的新型光伏功率高精度预测任务。

5 结语

针对复杂地形与气象扰动频发区域中 DPV 出

力预测存在的感知盲区与通信受限问题，本文提出

了一种基于星 -地融合微型观测站信息增益的短期

光伏功率预测方法，通过构建融合小时级趋势建模

与分钟级波动感知的多时间尺度预测框架，提升目

标预测站点对局部扰动的感知能力。其中，趋势预

测提供结构性先验信息，波动预测则基于所提的

MAF-TCN 模型充分挖掘数据中的高频扰动特征。

本文以美国实测数据为研究对象，主要结论如下：

1）所提方法通过星 -地融合网络支撑下的信息

增益驱动型微型观测站布局，突破了复杂区域中光

伏预测面临的感知盲区与通信受限瓶颈。

2）微型观测站的布设数量对预测性能具有关

键影响。过少会导致感知盲区，过多则引入冗余干

扰，影响模型稳定性。

3）所提出的 MAF-TCN 模型具备更强的特征

提取与多源融合能力，较传统时序模型在预测精度、

误差控制与泛化性能方面均表现更优。

在高比例新能源渗透与新型电力系统加速构建

的背景下，电网对可再生能源出力的高精度预测提

出了更高要求。本文提出的“微型观测站+卫星互

联网”融合感知模式，不仅突破了传统地面通信网络

在覆盖范围与建设成本上的瓶颈问题，还为构建广

域、实时、低成本的感知体系提供了可行路径。随着

低轨卫星星座的持续组网与终端设备成本的进一步

下降，该体系有望在未来“源网荷储”协同调度、“边

云协同”能量管理及电力系统智能化演进过程中，发

挥更为关键的支撑作用。

同时需要说明，低轨卫星互联网与微型观测站

体系仍处于工程落地推进阶段，实际应用中可能受

到终端部署条件、数据回传稳定性及运维保障能力

等因素制约。后续将面向真实部署场景开展联调与

长期运行验证，进一步评估不同通信条件与观测密

度下的预测增益，并优化信息增益驱动的布设方法

与模型更新机制。

附录见本刊网络版，点击 http：//www.aeps-info.

com/aeps/article/abstract/20250716004，或扫描英文

摘要后二维码，可阅读全文。
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Short-term Photovoltaic Power Forecasting Based on Information Gain from Satellite-Terrestrial 
Integrated Micro Observation Stations

QIAN Jianru， ZHOU Quan， WEN Yao， XIA Zhaoyue， SHUAI Zhikang

(College of Electrical and Information Engineering, Hunan University, Changsha 410082, China)

Abstract: Due to limitations such as the sparse distribution of meteorological observation networks, low data resolution, and 
unstable communications, existing photovoltaic power forecasting methods suffer from insufficient information and delayed 
perception under rapid meteorological disturbances, making it difficult to support high-precision forecasting. To address this issue, 
this paper proposes a short-term photovoltaic power forecasting method based on information gain from satellite-terrestrial 
integrated micro observation stations. First, mutual information is used to evaluate the marginal contribution of potential 
deployment locations, optimizing the spatial configuration of micro observation stations. Then, a multi-timescale collaborative 
forecasting framework integrating hour-level trends and minute-level disturbances is constructed: for the trend component, multi-
source numerical weather forecasting data is integrated, combining an XGBoost model with physical models to generate hourly 
forecasting results; for the disturbance component, a feature-aware enhanced temporal convolutional network based on a multi-head 
attention mechanism is proposed to model non-stationary local disturbances and achieve high-frequency compensation. Case studies 
demonstrate that the proposed method outperforms mainstream models in typical seasons, offering advantages in accuracy, 
responsiveness, and stability, thereby effectively improving short-term photovoltaic forecasting performance.

This work is supported by National Natural Science Foundation of China (No. 52477091), Science and Technology 
Innovation Program of Hunan Province (No. 2024RC1038), and Guangxi Provincial Key R&D Program of China (No. Guike 
AB25069103).
Key words: photovoltaic; power forecasting; micro observation station; satellite-terrestrial integrated network; multi-timescale 
forecasting; spatio-temporal information gain; numerical weather forecasting; multi-head attention mechanism
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附录 A 
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图 A1　光伏预测场域栅格化处理
Fig. A1　Grid-based processing of the PV forecasting area
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图 A2　多时间尺度融合方法流程示意图
Fig. A2　Flowchart of multi-time-scale fusion method
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图 A3　算例中的光伏电站分布图
Fig. A3　PV station distribution in the case study

图 A4　算例中站点的时空信息增益热力分布图
Fig. A4　Spatiotemporal information gain heatmap of stations in the case study

图 A5　微型观测站布设数量对预测性能的影响
Fig. A5　Impact of the number of micro observation stations on forecasting performance
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附录 B 

XGBoost是具备非线性建模能力强、和对缺失值鲁棒性好等优势，其结构如图 B1 所示。

设训练样本集为 D = {( xi，yi ) }n
i = 1，其中 xi ∈ Rd 表示第 i个样本的多源 NWP 气象特征，yi ∈ R表示对应的

目标辐照度。XGBoost在第 t次迭代的预测值为：

y� ( t )
i = y� ( t - 1 )

i + ηft ( xi )，ft ∈ F （B1）
其中 η ∈ ( 0，1 ]为学习率，ft ( x )为第 t棵新增回归树，F表示回归树函数空间。

XGBoost的目标函数形式如下：

(a)　夏季

(b)　冬季

图 A6　不同算法在典型季节下的光伏功率预测误差对比
Fig. A6　Comparison of photovoltaic power forecasting 

errors among different algorithms under typical seasonal 
scenarios

表 A1　模型参数设置
Table A1　Model parameter settings

模型类别

TCN

MAF-TCN

网络具体参数

扩张卷积层

卷积核大小

卷积核数

扩张卷积层

卷积核大小

卷积核数

上采样方式

5
3

32
5
3

32
线性插值

膨胀因子

Dropout比例

膨胀因子

Dropout比例

多尺度池化

注意力头

[1,2,4,8,16]
0.2

[1,2,4,8,16]
0.2

[1×1,2×1,4×1,8×1]
4
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L( t ) = ∑
i = 1

n

l ( yi，y� ( t - 1 )
i + ft ( xi ) )+ Ω ( ft ) （B2）

其中，l (⋅)为损失函数（如均方误差），正则项 Ω ( ft )定义为：

Ω ( ft )= γT + 1
2 λ∑

j = 1

T

ω 2
j （B3）

式中，T 表示树的叶节点数，ωj 为第 j个叶子节点的权重，γ 与 λ为正则化系数。

附录 C 

设输入序列为 x =[ x 1,x2,⋯,xT ]，对应的输出为 y =[ y1,y2,⋯,yT ]，则一维因果卷积在时刻 t输出为：

yt = ∑
i = 0

k - 1

wi ⋅ xt - i （C1）

其中，k为卷积大小，wi为第 i个卷积核权重。为了进一步扩大感受野且避免过深的网络堆叠，TCN 引入了膨

胀因子 d 个卷积机制，即膨胀卷积，其表达式如下：

yt = ∑
i = 0

k - 1

wi ⋅ xt - d ⋅ i （C2）

其中，d 为膨胀系数，随着网络层数加深逐层增大，可实现指数级的感受野扩展，进而捕捉光伏出力的日照波

动、云团移动等长距离依赖特征。

数据集 X

f1(xi)+f2(xi)+…+fn(xi)

树 1 树 2 树 3

…

…

f1(xi) f2(xi) fn(xi)

残差

 

图 B1　XGBoost 原理
Fig. B1　Principle of the XGBoost

映射 (or 1x1 Conv)

xT-1x0 x1 …

(1)

1
ˆ
Tz −

(1)ˆ
Tz

卷积滤波器

 

图 C1　基于扩张卷积的 TCN 时序特征提取机制
Fig. C1　Temporal feature extraction mechanism of TCN based on dilated convolution
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